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Ringkasan—Peran segmentasi ruang jantung janin yang
akurat sangat krusial untuk diagnosis dini penyakit jantung
bawaan. Namun, segmentasi manual pada citra ultrasonografi
(USG) masih menghadapi tantangan signifikan, seperti
subjektivitas operator serta kualitas citra yang rendah akibat
noise dan kontras yang lemah. Penelitian ini mengusulkan
penggunaan  arsitektur  SegFormer-B3, vyaitu = model
pembelajaran dalam berbasis Transformer, untuk melakukan
segmentasi otomatis pada area Heart Circumference (HC) dan
Chest Circumference (CC) citra ultrasonograpi jantung janin
dengan indikasi kardiomegali. Model ini menggabungkan
hierarchical encoder yang mampu mengekstraksi fitur multi-
skala dan MLP decoder ringan untuk menghasilkan peta
segmentasi yang efisien. Dataset penelitian terdiri dari 509 citra
ultrasonografi yang digunakan untuk pelatihan dan pengujian
model. Evaluasi dilakukan menggunakan metrik Intersection
over Union (loU) dan Dice Coefficient untuk menilai kesesuaian
hasil prediksi terhadap ground truth. Hasil menunjukkan nilai
loU dan Dice Coefficient masing-masing sebesar 0.6859 dan
0.8137 untuk kelas HC dan untuk kelas CC sebesar 0.5834 dan
0.7369. Temuan ini menunjukkan bahwa SegFormer-B3
mampu melakukan segmentasi citra jantung janin dengan
tingkat konsistensi yang memadai, serta berpotensi digunakan
sebagai alat bantu analisis morfologi awal dalam skrining
kardiomegali prenatal.

Keywords—Segmentasi Citra Medis, Kardiomegali Janin,
SegFormer, Transformer, Deep Learning.

Abstract— Accurate segmentation of fetal heart chambers
plays a crucial role in the early diagnosis of congenital heart
disease. However, manual segmentation in fetal ultrasonography
(USG) images remains challenging due to operator subjectivity
and low image quality affected by noise and weak contrast. This
study proposes the implementation of the SegFormer-B3
architecture, a Transformer-based deep learning model, to
automatically segment the Heart Circumference (HC) and Chest
Circumference (CC) regions in fetal cardiac ultrasound images
with cardiomegaly indications. The model combines a hierarchical
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encoder for multi-scale feature extraction and a lightweight MLP
decoder to generate efficient segmentation maps. A total of 509
fetal ultrasound images were used for model training and
evaluation. The segmentation performance was assessed using
Intersection over Union (loU) and Dice Coefficient metrics to
measure the agreement between the predicted masks and the
ground truth. Experimental results achieved loU and Dice Scores
of 0.6859 and 0.8137 for HC, and for CC of 0.5834 and 0.7369,
demonstrating that SegFormer-B3  provides consistent
segmentation performance. These findings suggest that the
proposed approach has strong potential as a reliable tool for early
morphological analysis in prenatal cardiomegaly screening.

Keywords—Medical Image Segmentation, Fetal

Cardiomegaly, SegFormer, Transformer, Deep Learning

I. PENDAHULUAN

Kemampuan untuk melakukan segmentasi ruang jantung
janin secara akurat memegang peranan vital dalam
mendeteksi penyakit jantung bawaan sejak dini [1].
Penerapan algoritma deep learning dalam domain analisis
citra medis telah menjadi subjek dalam berbagai literatur
ilmiah [2]. Salah satu kelainan spesifik yang menjadi fokus
adalah kardiomegali, atau pembesaran jantung. Ada berbagai
macam metode deteksi kardiomegali, salah satunya
menggunakan arsitektur Convolutional Neural Network
(CNN) seperti U-Net [3]. Pengembangan sistem computer-
aided diagnose (CAD) sangat penting untuk meningkatkan
objektivitas dan akurasi [4]. Pada penelitian sebelumnya,
CNN merupakan arsitektur dominan untuk segmentasi four-
chamber view [5]. Namun, segmentasi manual masih banyak
digunakan dalam praktik klinis. Segmentasi manual memiliki
keterbatasan. Proses ini bergantung pada operator dan lama
[6]. Citra ultrasonografi janin juga memiliki tantangan. Citra
ultrasonografi sering terpengaruh oleh noise dan artefak,
sehingga memerlukan metode deep learning yang robust [7].
Keberhasilan deep learning tidak terbatas pada jantung.
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Segmentasi multiclass berbasis deep learning juga telah
berhasil diterapkan pada struktur janin lain, seperti jaringan
otak [8]. Meskipun CNN berhasil, CNN memiliki
keterbatasan. CNN terbatas dalam menangkap hubungan
spasial jarak jauh [9]. Pentingnya deteksi kardiomegali juga
ditekankan pada modalitas Sinar-X [10]. Oleh karena itu,
beberapa tahun terakhir banyak algoritma diusulkan berbasis
Transformer [9]. Di antara arsitektur Transformer,
SegFormer telah diidentifikasi sebagai kandidat kuat. Model
ini telah dieksplorasi dan dimodifikasi untuk meningkatkan
kinerjanya pada segmentasi ekokardiografi ventrikel Kiri
[11]. Keberhasilan SegFormer dalam domain janin telah
divalidasi. Teknik fine-tuning terbukti efektif untuk
segmentasi organ janin lainnya, seperti kepala janin [12].
Transisi menuju Transformer didorong karena CNN murni
kesulitan memodelkan konteks global [13]. Arsitektur
Transformer murni juga terbukti efektif untuk segmentasi
ventrikel kiri [14]. Selain itu, efisiensi backbone SegFormer
telah dimanfaatkan dalam arsitektur hibrida lain. Seperti pada
penelitian yang dilakukan oleh [15] menggunakan MiTU-

Net.  Arsitektur  Transformer murni  lainnya juga
menunjukkan hasil yang baik [16].
Berdasarkan perkembangan tersebut, penelitian ini

mengusulkan penerapan model SegFormer. Model ini adalah
arsitektur deep learning berbasis Transformer yang efisien.
Penelitian ini difokuskan untuk melakukan segmentasi
otomatis pada area Heart Circumference (HC) dan Chest
Circumference (CC). Hasil penelitian ini dapat menjadi
acuan atau landasan bagi eksplorasi lebih lanjut dalam
domain terkait.

Il. METODOLOGI

A. Vision Transformer (ViT)

Vision Transformer (ViT) merupakan sebuah arsitektur
deep learning yang mengadopsi mekanisme self-attention,
awalnya populer di pemrosesan bahasa alami untuk tugas
pengolahan data citra [17]. Model ini bekerja dengan cara
membagi citra masukan menjadi potongan kecil yang disebut
sebagai patch, kemudian setiap patch dikonversi menjadi
vektor embedding yang selanjutnya diproses oleh blok
Transformer untuk menghasilkan representasi fitur global
[17][18]. Pendekatan ini memungkinkan model menangkap
hubungan spasial antar-piksel secara menyeluruh tanpa
menggunakan operasi konvolusi seperti pada CNN, sehingga
meningkatkan kemampuan model dalam memahami konteks
global pada citra medis [18][19]. Penerapan ViT dalam
analisis citra ultrasonografi janin mampu meningkatkan
deteksi kelainan struktural secara signifikan karena arsitektur
Transformer dapat mempelajari representasi spasial yang
kompleks dengan stabilitas tinggi terhadap noise dan variasi
intensitas citra [17]. Hal ini menjadikan ViT sangat potensial
untuk mendukung proses diagnosis dini melalui analisis
berbasis segmentasi otomatis pada citra prenatal.
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Gambar 1. llustrasi Arsitektur ViT
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Tahapan awal pada ViT adalah memecah citra berukuran H x
W x C menjadi N potongan patch berukuran P x P. Setiap

patch direpresentasikan  sebagai vektor embedding
menggunakan persamaan berikut:
Xp=X1E;x1 E; ...; XxNE + Epos (@)

di mana E adalah matriks bobot embedding dan Ep,
merupakan positional encoding untuk mempertahankan
informasi spasial dati citra [17]. Setiap vektor kemudian
diproses oleh mekanisme multi-head self-attention (MHSA)
seperti pada persamaan berikut:

T
Attention(Q, K, V) = Softmax (¢¥.)V 2
(] ) (W} 2

Mekanisme ini memungkinkan model memahami hubungan
antarbagian citra tanpa operasi konvolusi seperti pada CNN
[18][19]. Pendekatan ini dalam menangkap konteks global
pada citra medis telah terbukti. Hal ini menjadikannya
diadopsi secara luas dalam beragam aplikasi analisis citra,
yang mencakup deteksi kelainan jantung janin pada citra
ultrasonografi [17][20]. Selain itu, arsitektur ViT juga menjadi
dasar bagi pengembangan model lanjutan seperti Swin
Transformer [21] dan SegFormer [22].

B. Arsitektur SegFormer

SegFormer merupakan pengembangan dari Vision
Transformer yang dirancang khusus untuk tugas semantik
segmentasi citra secara efisien dan akurat [22]. Arsitektur ini
menggabungkan  kemampuan global attention  dari
Transformer dengan efisiensi komputasi melalui desain
encoder—decoder yang sederhana namun efektif [22][23].
lustrasi arsitektur SegFormer secara umum ditunjukkan pada
Gambar 2.

ISSN : XXXX-XXXX

172 Vol.1



Encoder Decoder

Overlap Patch
Embeddings

Transformer
Block1

v

Transformer
Block 2

+

¥

fo :
T aekaer : —»| MLP

—_—

A4

Y

Transformer
Block4

+
L 1

v

Gambar 2. Arsitektur SegFormer

Bagian encoder bertugas mengekstraksi fitur citra pada
beberapa tingkat resolusi menggunakan overlapping patch
embedding dan blok Transformer bertingkat. Proses ekstraksi
fitur dilakukan secara hierarkis, sehingga menghasilkan empat
tingkat representasi fitur F1, F2, F3, dan F4. Tahapan tersebut
dapat dinyatakan dengan persamaan berikut:

Fi = Transformer(Ei(Fi—1)) 3)

di mana Ei merupakan embedding layer pada tahap ke—i dan
Fi merupakan keluaran fitur pada tahap tersebut [22][23].
Pendekatan hierarkis ini memungkinkan model menangkap
informasi lokal dan global secara bersamaan, yang sangat
penting dalam menganalisis struktur anatomi kompleks
seperti jantung janin pada citra ultrasonografi [17][22].

Selanjutnya, proses decoding dilakukan menggunakan
MLP decoder untuk menggabungkan hasil dari seluruh
lapisan encoder tanpa memerlukan proses interpolasi yang
kompleks. Penggabungan fitur dari berbagai tingkat resolusi
dinyatakan sebagai:

Y = MLP(Concat(F1,F2,F3,F4)) @)

Pendekatan ini memungkinkan segmentasi dilakukan secara
efisien dan presisi tinggi, bahkan pada citra dengan batas
anatomi yang samar seperti jantung janin [22][24]. Untuk
meningkatkan akurasi segmentasi, penelitian ini juga
mengadaptasi konsep multi-scale feature fusion sebagaimana
diterapkan pada Dual-Path Decoder [23], serta mekanisme
feedback attention untuk memperbaiki ketepatan batas hasil
segmentasi sebagaimana pada penelitian Efficient Multistage
Feedback Attention[24]. Hasil keluaran SegFormer kemudian
diproyeksikan menjadi peta segmentasi dua kelas, yaitu HC
dan CC. Untuk mengoptimalkan model selama pelatihan,
digunakan fungsi kerugian Dice Loss ( Lpe) . Fungsi ini
dihitung berdasarkan Dice Coefficient, sebagaimana
ditunjukkan pada persamaan berikut:
2 2iPidi
7Y ()

i

Dice Coefficient =

Lpice = 1 — Dice Coef ficient 6)
di mana pi merupakan nilai prediksi probabilitas model pada
piksel ke—i dan gi merupakan nilai sebenarnya dari ground

truth [22][24]. Selama pelatihan, model dioptimalkan untuk
meminimalkan Lp;. (mendekati 0), yang secara efektif
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memaksimalkan Dice Coefficient (mendekati 1) atau
kesamaan tinggi antara segmentasi dan data sebenarnya.
Selain itu, kinerja segmentasi model juga dievaluasi
menggunakan metrik loU untuk setiap kelas HC dan CC guna
menilai akurasi spasial per kelas secara spesifik. loU dihitung
berdasarkan perbandingan jumlah piksel yang benar-benar
tumpang tindih antara hasil prediksi dan ground truth,
sebagaimana ditunjukkan pada persamaan berikut:

loU = 2iPidi @

Yi pit+Xi gi—Yi pigi

di mana pi dan gi masing mewakili nilai piksel hasil prediksi
dan ground truth (1 untuk area objek, 0 untuk latar belakang)
[23] [25]. Nilai loU yang tinggi mengindikasikan bahwa hasil
segmentasi model memiliki tumpang tindih area yang besar
dengan ground truth, menunjukkan performa segmentasi yang
baik dan konsisten terhadap batas anatomi jantung janin.

I1l. EKSPERIMEN

Proses penelitian ini dijelaskan melalui serangkaian
eksperimen dan hasil yang diperoleh. Data citra ultrasonografi
jantung janin dikumpulkan dan diproses terlebih dahulu
sebelum dimasukkan ke dalam sistem segmentasi. Studi ini
berfokus pada penerapan model SegFormer-B3, vyaitu
arsitektur berbasis Transformer yang digunakan untuk
melakukan segmentasi pada citra jantung janin dengan
kondisi kardiomegali. Dengan menggunakan model ini, area
HC dan CC dapat dipisahkan secara akurat dari struktur
sekitarnya. Peta segmentasi yang dihasilkan kemudian
dievaluasi menggunakan metrik akurasi, yaitu Dice
Coefficient dan loU.

A. Material dan Metode

Proses segmentasi, khususnya pada citra jantung janin
yang menunjukkan kardiomegali, dilakukan melalui beberapa
tahapan yang saling berurutan. Tahapan ini diawali dengan
pengumpulan data citra ultranosografi jantung janin yang
digunakan sebagai dasar proses pemodelan. Setelah data
terkumpul, dilakukan tahap pra-pemrosesan  untuk
menyiapkan data agar dapat digunakan dalam pelatihan
model. Tujuan utama dari rangkaian proses ini adalah untuk
membantu peneliti merancang dan mengevaluasi kinerja
arsitektur SegFormer dalam menangani tugas segmentasi citra
medis. Sebagaimana telah dijelaskan sebelumnya, penelitian
ini berfokus pada pembagian dua area utama pada citra
jantung janin, yaitu HC dan CC. Gambar 3 menunjukkan alur
proses segmentasi yang diterapkan pada penelitian ini.
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Gambar 3. Proses Segmentasi
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Data Persiapan

Data yang dianalisis dalam penelitian ini adalah citra
ultrasonografi jantung janin dengan kondisi terindikasi
kardiomegali. Proses segmentasi difokuskan pada dua area
utama, yaitu HC dan CC, yang berfungsi untuk membedakan
batas anatomi jantung janin. Gambar 4 menunjukkan citra
ultrasonografi janin dengan indikasi kardiomegali yang
digunakan dalam penelitian ini

e ) '¥ -

Gambar 4. Citra ultrasonografi kardiomegali

Untuk menghasilkan data yang siap digunakan pada tahap
selanjutnya, citra ultrasonografi terlebih dahulu diproses
ulang melalui tahap pra-pemrosesan guna meningkatkan
kualitas dan konsistensi data, meliputi proses normalisasi
intensitas, penghilangan noise, serta penyesuaian ukuran citra
agar seragam sebelum digunakan dalam pelatihan model.

Pra-Pemrosesan

Pada tahap ini, data dipersiapkan agar dapat digunakan
sebagai input pada sistem pemodelan berbasis Transformer
yang akan digunakan pada proses segmentasi citra. Tahapan
awal dalam proses pra-pemrosesan data ditunjukkan pada
Gambar 5 yang menggambarkan alur pra-pemrosesan data
secara keseluruhan.

Gambar 5. Alur Pra-pemrosesan Data

Dilihat dari diagram alur di atas, citra ultrasonografi yang
telah diperoleh dalam bentuk beberapa frame selanjutnya
melalui tahap pemberian label pada area yang akan
disegmentasi. Tahap ini dilakukan dengan bantuan perangkat
lunak LabelMe dan divalidasi oleh dokter untuk memastikan
ketepatan area segmentasi. Proses pelabelan ini berperan
penting dalam mempersiapkan data untuk tahap pelatihan
model segmentasi. Proses ini menghasilkan mask biner
(hitam-putih) untuk setiap kelas HC dan CC, yang berfungsi
sebagai ground truth atau target yang harus dipelajari oleh
model. Gambar 6 menunjukkan contoh perbandingan visual
antara citra ultrasonografi asli dan ground truth yang telah
dihasilkan. Setelah seluruh data citra dan mask ground truth
selesai disiapkan, langkah selanjutnya adalah pembagian
dataset untuk pelatihan, validasi, dan pengujian.
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B. Pembagian Data

Dataset ultrasonografi jantung janin dengan kardiomegali
terdiri dari 509 citra yang berasal dari 12 pasien. Data dibagi
menjadi tiga subset, yaitu citra untuk pelatihan (train), citra
untuk validasi (validation), dan citra sebagai data pengujian
(unseen) guna menilai kemampuan generalisasi model. Tabel
I menunjukkan pembagian dataset yang digunakan dalam
penelitian ini.

Tabel 1I. Pembagian Dataset

Original Citra Ground Truth
Data Train 350 350
Data Validation 50 50
Data Unseen 109 109

C. Evaluasi Metrik

Pada tahap evaluasi, hasil segmentasi yang diperoleh dari
model berbasis Transformer, SegFormer-B3, dianalisis untuk
menilai tingkat akurasi terhadap citra ultrasonografi jantung
janin yang telah diberi label. Citra ground truth yang
disegmentasi secara manual digunakan sebagai acuan standar
dalam proses validasi. Hasil prediksi model dikonversi
menjadi citra biner dengan dimensi yang sama guna
memudahkan proses perbandingan dengan ground truth.
Kinerja model divalidasi menggunakan data pengujian
melalui penghitungan metrik kuantitatif, yaitu Dice
Coefficient dan loU. Perhitungan nilai metrik ini dilakukan
berdasarkan persamaan (5) dan (7), yang menggambarkan
tingkat kesesuaian antara hasil prediksi dan citra ground truth.

Tabel I11. Hasil Evaluasi
loU Dice Coefficient
HC 0.6859 0.8137
CcC 0.5834 0.7369

lustrasi dan hasil segmentasi yang diperoleh menggunakan
metode SegFormer disajikan pada Gambar 7 dan Tabel I1.
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Gambar 7. (a) Original Citra (b) Ground Truth (c) Prediksi (SegFormer-
B3)

IV. DIsSKuUsI

Penelitian ini telah mengimplementasikan arsitektur
SegFormer-B3 untuk tugas segmentasi pada citra
ultrasonografi jantung janin yang terindikasi kardiomegali.
Model dilatih menggunakan data yang telah diberi label untuk
mengenali area HC dan CC. Hasil evaluasi menunjukkan
bahwa model memperoleh performa optimum pada kelas HC,
model mencapai loU sebesar 0.6859 dan Dice Coefficient
sebesar 0.8137, sedangkan pada kelas CC nilai yang diperoleh
masing-masing 0.5834 dan 0.7369. Nilai tersebut
menunjukkan bahwa model memberikan kinerja segmentasi
yang memadai, meskipun masih terdapat tantangan pada area
jantung akibat kontras citra yang rendah.

V. KESIMPULAN

Kesimpulannya, penelitian ini mengusulkan penggunaan
arsitektur SegFormer-B3, model pembelajaran dalam berbasis
Transformer, untuk  melakukan  segmentasi  citra
ultrasonografi jantung janin dengan indikasi kardiomegali.
Avrsitektur ini mampu mempelajari fitur lokal dan global
melalui mekanisme self-attention, sehingga menghasilkan
segmentasi yang cukup konsisten dan representatif pada area
anatomi jantung janin.. Pendekatan ini berpotensi mendukung
analisis morfologi awal dalam skrining kardiomegali prenatal.
Penelitian selanjutnya akan difokuskan pada peningkatan
akurasi dan kemampuan generalisasi model melalui
penyesuaian hyperparameter, perluasan data pelatihan, serta
eksplorasi varian arsitektur Transformer lainnya.
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